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Abstract—本論文提出一個能從企業的常見問答集自動生
成問答機器人的模型，並與微軟 Azure 雲端服務平台提供
的 QnA Maker 做比較。我們從中央大學計算機中心取得使
用者實際詢問服務台的文字紀錄及該中心網站上的常見問題
集，以此做為實驗資料。實驗結果顯示，我們的模型相較於
QnA Maker 在正確答案排在前十名、平均正確答案排名、
平均倒數排名、及平均折損累計都有相對優異的表現 (表三)，
而我們的成果開源於 https://github.com/OuTingYun/
Customer-Service-Chatbot-from-FAQ。

1. 導論

客服中心經常是企業面對客戶的第一線。客服管道除
了傳統的電話，如今還包含電子郵件、即時通訊軟體、
臉書等方式。多元的通訊方式使得客服人員的工作負
荷居高不下。在此同時，近年自然語言處理技術大幅進
步，聊天機器人逐漸能模擬人類的對話模式與真實的人
類交談。本論文即以此為切入點，欲實際驗證聊天機器
人能否輔助客服中心完成客戶的需求。

為了使目標更聚焦，我們不要求聊天機器人能閒聊
(chit-chat)，僅要機器人回答與業務相關之詢問。同時，
我們不處理語音轉文字的訊號處理問題，假設所有的對
話均透過文字方式進行。為了方便企業使用，我們希望
對話機器人僅需企業提供少量的資料即可回答相關問
題。具體而言，企業僅需提供常見問答集，我們的對話
機器人即可判斷使用者的問題符合常見問答集當中的哪
個問題，並回覆相應的答案。

我們採用的模型同時包含了 Okapi BM25 (以下簡稱
BM25) [1]搜尋相關性評分、Word2Vec字詞嵌入表示法
提取模型 [2]、及 Bidirectional Encoder Representations
from Transformers (以下簡稱 BERT) 語言模型 [3]。為
了方便其他研究團隊重製我們的實驗或擴充功能，我
們將原始碼開源。我們從中央大學電子計算機中心取得
使用者的實際詢問紀錄文字檔及常見問題集，1，並人
工標註每個使用者的問題屬於常見問題集中的哪一題。
我們將提出的模型與微軟雲端運算服務 Azure 的 QnA
Maker [4] 服務做比較，實驗結果顯示：我們的模型在
命中率 (Hit Rate)、平均排名 (Average Rank)、及平均
倒數排名 (Mean Reciprocal Rank，簡稱 MRR) 三個指
標的結果均優於 QnA Maker 所提供的服務，顯示本模
型的優越性。

1https://www.cc.ncu.edu.tw/page/qna

2. 相關研究
本節回顧我們的模型所使用的幾項技術 (包括：TF-

IDF 相關度計算、Word2Vec 模型、及 BERT 模型) 及
聊天機器人的相關研究。

A. TF-IDF、Word2Vec 及 BERT 模型
搜尋引擎的結果排序是搜尋引擎中很重要的部分。排

序的其中一個重要因素是使用者查詢的字串與網頁內
容的相關度，其中，TF-IDF 及其延伸方法可能是最常
見的相關度分數計算方式 [5]。這個方法的核心精神有
二：其一，若搜尋的字串或子字串在某文件中出現的次
數愈多，則該文件與搜尋字串愈相關；其二，若某字詞
出現在大量的文件中，則該字詞難以有效分辨不同文
件，故搜尋時應降低其重要性。在計算出一篇文章中每
個詞彙的 TF-IDF 分數後，可將這些分數串成一個陣
列，並計算不同文章所相應陣列間的餘弦相似度 (cosine
similarity) 來代表文章間的相似度或搜尋字串與文章間
的相似度。由於本研究的目標是判斷使用者的問句屬於
官方常見問答集中的哪一個問題，因此可使用 TF-IDF
或其延伸方法判斷使用者的句子與常見問答集中的每
一則問題之間的相似度，以此做為判斷的線索之一。然
而，TF-IDF 搭配餘弦相似度的方式難以對同義字進行
處理，例如：wardrobe和 closet分別是英國人和美國人
對於櫃子的稱呼方式，但當使用者以 wardrobe 做為搜
尋的關鍵字時，若僅採用上段敘述的方式將難以找到文
章中僅包含 closet 而不包含 wardrobe 的文章。我們的
方法中包含 TF-IDF 的一種著名延伸模型 BM25 相似
度，細節將在第 3節中描述。

Word2Vec 模型是一個將詞彙轉化為固定長度向量
(稱為詞向量) 的方法，此方法能有效保留字詞間的語
意關係或句法關係，其中最著名的例子可能是 king :
queen ≈ man : woman [2]。採用此模型有多個好處：
第一，能有效處理上段中敘述的「同義字」問題，原因
是 Word2Vec 模型通常可讓同義字產生類似的詞向量，
故搜尋 wardrobe 時，包含 closet 的文章也容易出現在
搜尋結果列表的前段。第二，Word2Vec 採用自監督式
學習 (self-supervised learning)，任何文章不需要再經人
工標注即可做為輸入，故非常容易取得大量的訓練資
料。第三，已有不少研究團隊公開經大量文件訓練而得
到的 Word2Vec 模型，直接採用這些模型可減少我們
的開發及訓練時間。然而，Word2Vec 模型有單詞歧義
(ambiguation) 的問題，即：同一個字詞在不同的語境



下可能有不一樣的意義 (如：「蘋果」可做為科技公司也
可做為水果)，但 Word2Vec 只會對每個字詞給予單一
個詞向量。我們的方法中包含 Word2Vec 模型來處理一
部份同義字的問題，細節將在第 3節中描述。

BERT 是一個基於變換器的雙向編碼器表示技
術（Bidirectional Encoder Representations from Trans-
formers）。給定同一個詞彙，BERT 會依上下文的用
字遣詞給予不同的詞向量，因此沒有單詞歧義的問題。
BERT 模型及其延伸或相關模型在許多自然語言任務取
得優異的成果，使用預訓練 (pre-trained) 的 BERT 模
型再針對下游任務進行微調 (fine tune) 已經幾乎成為今
日自然語言任務的標準手法。BERT 的預訓練任務有兩
個，分別為遮掩語言模型 (Masked Language Model) 和
下一句預測 (Next Sentence Prediction)。我們的方法中
將利用 BERT 模型為使用者的句子進行分類，細節將在
第 3節中描述。

B. 對話機器人

對話機器人按其建置目的大致可分為兩大類：任務
導向 (task-oriented) 及開放話題閒聊型 (open domain
chit-chat) [6]。開放話題閒聊型機器人通常需要大量的
對話資料搭配百萬個參數甚至數十億個參數的神經網路
模型 (e.g., [7], [8])，不但訓練成本極高，也和我們的目
標不同。任務導向的對話機器人則因為符合應用場域的
對話紀錄較少，故通常需要混搭不同的技術 (e.g., 資訊
檢索)、設置額外的限制 (e.g., 僅能按固定的模板回覆)、
或採用額外的輔助資源 (e.g., knowledge base) 加以輔
助 [9], [10]。
在 FAQ bot 這方面，過去的作品多半採用資料檢

索的方式比對出與使用者的發問最相似的問題 [11]，
但這些作品多半為特定情境設計，並非提供一套工具
或平台自動從 FAQ 產生對話機器人。同時，我們發
現微軟的 Azure 平台提供的 QnA Maker [4] 雲端服
務與我們的計畫目標十分相似，二者均只需企業提供
Q&A 資料集即可自動生成對話機器人回覆使用者的問
題，QnA Maker 採用資訊檢索技術搭配 WordNet 語
義網，並額外以使用者在 Bing 的搜尋行為訓練句向量
(sentence embedding) 產生器。相較於我們開發的工具，
QnA Maker 最大的優勢是使用的便利性，僅需透過瀏
覽器即可體驗從 FAQ 自動產生的問答機器人；此外，
QnA Maker 具備簡單的閒聊機制 (如：打招呼)。然而，
高度封裝及自動化的介面使得企業難以客製化或擴充機
器人的核心機制。

3. 對話機器人設計

A. 以 BM25 檢索及 Word2Vec 配對使用者問題與標準
問題

我們將 FAQ 中出現的問題稱為「標準問題集」。我
們計算使用者的問題與標準問題集中的問題的 BM25 分
數，選出標準問題集中的哪些問題在用字上最接近使用
者的句子。若使用者的句子為 q，標準問題集中的一個
問題為 di，兩者間的 BM25 計算方式如式 1。

s(q, di) ∝
∑
∀w∈q

TF (w, di)× IDF (w) (1)

其中，TF (w, di) 是 di 中的每個字詞 w 的 TF 分數 (如
式 2 所示)，IDF (w) 是 w 的 IDF 分數 (如式 3所示)。

TF (w, di) =
fw,di

× (k + 1)

fw,di
+ k

(
1 + b

(
|di|

|D|avg − 1

)) , (2)

其中 fw,di
是 of w 在 di 中的出現次數，|di| 是標準

問題 i 的字數，|D|avg 是每個標準問題集的平均字數，
k = 1.2 和 b = 0.75 兩個參數值則採 Lucene 的建議。2

IDF (w) = log
(
N − nw + 0.5

nw + 0.5

)
, (3)

其中 N 標準問題集的題數，nw 是 w 的檔案頻率
(document frequency)。
除了使用 BM25，我們也採用 Word2Vec 來找到意

義相近的詞彙。我們採用中文維基百科資料庫中的
20201020 的備份當作訓練資料，並使用結巴分詞器進
行中文斷詞。3。
當使用者提出問題時，問題同樣經結巴分詞器切割，

再將切割後的斷詞依序從 Word2Vec 模型找到三個相似
詞，將得到的所有相似詞和原本的斷詞放入共同與標準
問題集中的問題計算 BM25 分數做相似度匹配。

B. 以 BERT 配對使用者問句與標準問題
除了採用資訊檢索搭配 Word2Vec 技術，我們也將使

用者問句與標準問題的配對設計成多元分類問題。我們
採用 Google 官方的 BERT-Base-Chinese 預訓練模型，
4並將中大計中官方問題中各個標準問題的文字內容當
作訓練的特徵 (feature)，對應的題號是要預測的目標
類別 (target class) 產生訓練資料，以此訓練資料微調
(fine tune) 模型。
在輸入使用者問句後，會先將此問題的特徵向量輸入

我們的模型，此模型會依照輸入的特徵向量來判斷該問
題最有可能對應的標準問題的題號，最後再將對應該題
號的標準答案作為輸出。

C. 整合 BM25、Word2Vec、及 BERT 共同配對使用者
問題與標準問題

在本論文中，我們以中央大學計算機中心的 FAQ 及
使用者在 LINE 上的詢問做為實驗資料。初期的實驗
(細節將在第 4.3節中說明) 發現：給定使用者的問句，
若將所有的標準問題按整合 BM25 與 Word2Vec 的方式
(方法一) 做配對並按分數由高至低排列，正確的標準問
題通常會被排在前十名，採用 BERT 的分類模型 (方法
二) 時，正確的標準問題出現在前十名的比例反而不如

2https://lucene.apache.org/core/8_9_0/core/org/apache/
lucene/search/similarities/BM25Similarity.html

3https://github.com/fxsjy/jieba
4https://storage.googleapis.com/bert_models/2018_11_03/

chinese_L-12_H-768_A-12.zip



方法一高。然而，一旦方法二能將正確的標準問題排在
前十名，其排名通常非常前面，平均而言甚至高於方法
一。換言之，當方法二給予某標準問題較高的配對分數
時，我們應該傾向於相信此結果，如果方法二配對的最
高分分數並不高，則應該相信方法一的結果。
有了上述的觀察，我們擬定了將兩個方法融合的策

略：當使用者輸入問題時，會將使用者問題分別輸入到
方法一和方法二得到結果一和結果二。先以結果二作為
評判依據，假使結果二的分數高於特定分數，就以結果
二作為最後的輸出。假使結果二的分數低於此分數，就
以結果一做為最後輸出。

FAQ

歷史對話
紀錄

模型一
(BM25+Word2Vec)

模型二
(BERT)

整合模型

User

Offline 
Processing Online 

Processing

圖 1. 整體架構圖

最後的整體模型架構如圖 1所示。系統在線下產
生模型一 (BM25+Word2Vec)、模型二 (BERT)、及兩
者之整合模型，模型上線後，即可與真人進行對話。
模型的原始碼公佈於https://github.com/OuTingYun/
Customer-Service-Chatbot-from-FAQ。

4. 實驗
A. 實驗資料
本研究中所使用訓練資料的標準問題與答案，是採用

中央大學計算機中心官網上常見問題中的 52 題問答。
而測試資料的使用者問題與回答，則是從中央大學計算
機中心 LINE 官方帳號中，挑出 54 題使用者問題，與
管理者的回答。
實驗中，我們將使用者問題放入模型中，模型會回傳

各個標準問題的配對分數，將標準問題按配對分數由高
至低排列後，再根據正確答案的排名比較各個模型的優
劣。

B. 評估方法
本論文使用四種檢驗指標，包括：平均排名 (Average

Rank，簡稱 AvgRank)、Top-k準確率 (top-k accuracy，
簡稱 Acc@k)、平均倒數排名 (Mean Reciprocal Rank，
簡稱 MRR)、及平均折損累計增益 (Average Discounted
Cumulative Gain，簡稱 AvgDCG)。
若給定使用者的問句為 qi，其相應的標準問題之

題號為 ri (1 ≤ ri ≤ Q，Q 是標準問題集的題數)，
rankm(qi, ri) 是模型 m 對問題 qi 回傳的序列中 ri 的排
序，則平均排名其計算方式如式 4，數值愈小代表模型
m 的效果愈好。

AvgRank =
1

N

N∑
i=1

rankm(qi, ri), (4)

其中 N 是使用者詢問的問題數。

Top-k 準確率指的是模型回傳的序列的前 k 名中包含
相應的標準問題之題號的比例，故數值愈大愈好，其計
算方式如式 5。

Acc@k =
1

N

N∑
i=1

I(rankm(qi, ri) ≤ k), (5)

其中 I() 為指示函數 (indicator function)，當其參數為
真時函數回傳 1，否則回傳 0。

MRR 是一種用來評估資料檢索查詢回應答案品質的
衡量方法，其將標準答案在搜索結果中排名的倒數作為
其準確度，再對所有問題取平均，MRR 表示式如式 6。

MRR =
1

N

N∑
i=1

1

rankm(qi, ri)
(6)

最後，平均折損累計增益鼓勵將正確的題號放在回傳
序列的前面，其表示式為式 7。

AvgDCG =
1

N

N∑
i=1

Q∑
j=1

I(rankm(qi, ri) = j)

log2(j + 1)
(7)

C. BM25 + Word2Vec vs BERT

本節比較我們的方法一 (BM25 + Word2Vec) 及方
法二 (BERT) 的效果，我們比較兩種方法回傳的排序
的前十名的效果。其中，AvgRank@10、MRR@10、及
AvgDCG@10 均只有應被配對的標準問題排在前十名時
才會被納入計算，若應被配對的標準問題排在第十一名
或更後面，該次結果不會被納入此表中 AvgRank@10、
MRR@10、及 AvgDCG@10 的計算中。
表 I給出了兩個方法的比較。從 Acc@10 可看出：方

法一比較容易將正確答案排在前十名。然而，從其他幾
個指標可看出：若只考慮正確答案真的出現在前十名的
案例，BERT 會把正確答案排在較前面的位置。這項觀
察讓我們提出第 3.3 節的整合模型。

BM25+W2V BERT
Acc@10 (愈大愈好) 87.03% 70.37%
AvgRank@10 (越小越好) 3.45 2.42
MRR@10 (越大越好) 0.47 0.70
AvgDCG@10 (越大越好) 0.60 0.77

表 I
模型一、模型二在前 10 名的評估結果



D. 與微軟 QnA Maker 的比較
微軟的 Azure 雲端平台所提供的 QnA Maker 服務與

我們的問答機器人的目的相同，二者均能從常見問答集
自動產生問答機器人。本節比較此商用軟體與我們的模
型。
表 II 列出我們的模型與 QnA Maker 在各項指標的結

果，我們的整合模型在各項指標均優於 QnA Maker。
另外，QnA Maker 有時候僅能回傳常見問答集中一

部份的結果，若正確答案不在回傳的清單中，則我們無
法正確計算一部份的指標。在我們的實驗中，有兩個使
用者的問題出現這種情況，表 II中最後一列的 Missing
紀錄 QnA Maker 有兩次這種狀況，此時，QnA Maker
的 AvgRank、MRR、及 AvgDCG 我們給予所有可能結
果的範圍，但即使給予 QnA Maker 最樂觀的估計，其
結果仍不如我們的整合模型。

BM25+
W2V

BERT BM25+
W2V+BERT

QnA maker

Acc@3 57.41 % 55.56% 62.96% 53.70%
Acc@5 68.52 % 64.81% 70.37% 66.67%
Acc@10
(愈大愈好) 87.03 % 70.37% 87.03% 85.19%
AvgRank
(愈小愈好) 5.67 10.78 5.50 [5.89 - 7.05]
MRR
(愈大愈好) 0.42 0.50 0.53 [0.435 - 0.434]
AvgDCG
(愈大愈好) 0.55 0.60 0.63 [0.562 - 0.560]
Missing 0 0 0 2

表 II
三個模型的評估結果

5. 結論與未來展望
本論文介紹了一個從常見問答集自動生成客服問答機

器人的模組，此模組整合了傳統資訊檢索 TF-IDF 的查
詢方式及較近期的 BERT 語言模型。我們以中央大學
計算機中心的官方常見問答集及使用者實際詢問官方
LINE 的文字紀錄做為實驗資料，實驗結果顯示：整合
模型能有效地找到官方問答集中的哪些問題較符合使用
者所敘述的問題。目前整合模型沒有” 以上皆非” 這個
選項，每個使用者問題都能在官方問答集中找到較符合
的問題。
若將我們的整合模型與微軟 Azure 雲端服務的 QnA

Maker 商用軟體做比較，我們的整合模型有幾點優於
QnA Maker。第一，我們的方法第一次就回答正確的
比例較 QnA Maker 高 (如第 4節所示)。第二，由於
QnA Maker 的高度封裝，開發人員不容易更改 QnA
Maker 產生的聊天機器人的對話邏輯；我們公開原始碼
於 GitHub，利於開發人員直接更換或擴充模組。第三，
QnA Maker 為商用付費軟體。但 QnA Maker 也有幾個
較優秀的地方：第一，QnA Maker 僅需網頁及簡單的
電腦操作能力即可試用，門檻較低；第二，QnA Maker
具備簡單的閒聊機制，我們的模組目前完全不具備此功
能。
目前各種技術所產生的聊天機器人其對話能力仍相當

有限，特別是較長的對話中，機器人容易只專注於當下

的句子而忽略了整段對話的脈絡。然而，本論文僅針對
Q&A 客服對話為目標，Q&A 客服對話通常較短且需求
較明確，而對話中出現頻率少的字詞通常為判斷問題的
關鍵，所以文章前後關係的重要度較低，因此，就現階
段的對話機器人技術而言，或許 Q&A 客服對話是一個
比較有機會自動化的應用。
我們目前僅用較為直觀的方法將兩個模型做整合，並

未使用複雜的組合方式，因此在未來工作方面，我們希
望能以加權整合的方式對兩個模型做合併，並且希望能
在其他語言 (e.g., 英文) 上測試本模組。這個方向最大
的難處在於資料的取得：英文的常見問答集來源很多，
但真實的使用者詢問紀錄則很難得到。換言之，雖然我
們能夠從英文的常見問答集自動生成對話機器人，但評
估機器人的能力則比較困難，因為我們沒有實際的使用
者詢問紀錄做測試。這方面或許可藉由招募實驗受測人
員實際與機器人對話來做測試。
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